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Résumé. L'extraction de motifs séquentiels fréquents dans les data

streams est un enjeu important traité par la communauté des chercheurs
en fouille de données. Plus encore que pour les bases de données, de
nombreuses contraintes supplémentaires sont a considérer de par la na-
ture intrinseque des streams. Dans cet article, nous proposons un nouvel
algorithme en une passe : SPAMS, basé sur la construction incrémentale,
avec une granularité tres fine par transaction, d'un automate appelé SPA,
permettant l’extraction des motifs séquentiels dans les streams. L'infor-
mation du stream est apprise a la volée, au fur et a mesure de I'insertion
de nouvelles transactions, sans pré-traitement a priori. Les résultats ex-
périmentaux obtenus montrent la pertinence de la structure utilisée ainsi
que l'efficience de notre algorithme appliqué a différents jeux de données.

1 Introduction

Concerné par de nombreux domaines d’application (e.g. le traitement des données
médicales, le marketing, la sécurité et ’analyse financiere), ’extraction de motifs sé-
quentiels fréquents est un domaine de recherche actif qui intéresse la communauté des
chercheurs en fouille de données. Initialement, les premiers travaux présentés traitent
du cas des bases de données statiques et proposent des méthodes dites exactes d’ex-
traction de motifs séquentiels. On peut citer, a titre d’exemple, les algorithmes GSP,
SPADE, PrefixSpan et SPAM, respectivement proposés par Srikant et Agrawal (1996);
Zaki (2001); Pei et al. (2001); Ayres et al. (2002). Plus récemment ces derniéres années,
de nouvelles applications émergentes, telles que 1’analyse de traffic dans les réseaux,
la fouille de données “clickstream”? ou encore la détection de fraudes et d’intrusions,
induisent de nouvelles problématiques qui impactent les méthodes de fouilles. En

Iclickstream : flot de requétes d’utilisateurs sur des sites web.
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effet, ces applications supposent la prise en compte d'un nouveau type de données
plus connus sous l'intitulé data streams. Le traitement d’un data stream doit satisfaire
de nouvelles contraintes. Les données sont générées rapidement de fagon continue
voire illimitée et donc ne peuvent étre complétement stockées en mémoire. On ne
peut, de plus, s’autoriser qu'un seul et unique passage sur les données qui doivent
étre traitées le plus rapidement possible. Ainsi, les premiéres méthodes d’extraction de
motifs séquentiels ne sont plus du tout adaptées. Il a été montré dans (cf. Garofalakis
et al. (2002)) que des méthodes approchées étaient tout a fait adaptées au contexte
des streams. Toutefois, ces méthodes doivent trouver un compromis satisfaisant entre
les temps de réponses, la consommation mémoire et la qualité des résultats tant en
précision qu’en rappel. A I'heure actuelle, il existe peu de travaux qui ont abordé la
problématique de I'extraction de motifs dans les streams et ils se répartissent en deux
catégories. La premiere concerne les méthodes ot le traitement des données s’effectue
par batchs de transactions. On peut citer, les travaux de Kum et al. (2002); Marascu et
Masseglia (2006) avec respectivement les algoritmes ApproxMap et SMDS. Ils effec-
tuent un clustering du stream en plusieurs batchs, selon la similarité entre les motifs et
procedent par compression de séquences similaires selon une méthode d’alignement
multiple, afin de réduire la consommation mémoire. Ces méthodes présentent I'in-
convénient d’effectuer un traitement hors ligne du stream, car ne peuvent s’exécuter
qu’apres ’obtention d'un groupe de données. Elles requierent donc des tailles critiques
suffisantes pour les batchs, ce qui n’est pas complétement réaliste compte tenu des
contraintes inhérentes aux streams. La seconde catégorie concerne les méthodes qui
opérent directement par transactions. Chang et Lee (2005) ont proposé 1'algorithme
elSeq, basé sur une structure d’arbre, effectuant un traitement en ligne des données
par transaction parcourue en une seule passe. Plus les motifs sont longs a traiter, moins
l'algorithme est performant du fait de la phase de génération de tous les sous motifs.
Par exemple, si < ay,--- ,a; > est un motif, il y a 2/ — 1) sous motifs a créer. Pour pal-
lier cette difficulté, Li et Chen (2007) ont présenté I'algorithme GraSeq, développant
une approche a partir d’une structure de type graphe orienté pondéré permettant de
limiter la phase de génération de sous motifs. Toutefois, cette approche suppose un
pré-traitement des transactions pour en effectuer un regroupement.

Dans cetarticle, nous proposons un nouvel algorithme une-passe : SPAMS (Sequential
Pattern Automaton for Mining Streams). 11 est basé sur la construction et la mise a
jour incrémentale par transaction d’une structure d’automate : SPA (Sequential Pattern
Automaton) et permet 'extraction des motifs séquentiels dans les data streams. Il ne
nécessite pas d’effectuer un pré-traitement visant & opérer un regroupement de tran-
sactions. SPA est un automate dont, seuls sont parcourus, les états et les transitions
qui doivent I'étre, lors de 'insertion des nouvelles transactions du stream. On évite,
ainsi les parcours multiples de la structure, prohibitifs et pénalisants pour les perfor-
mances des algorithmes. De plus, notre approche permet de réduire sensiblement la
génération des motifs candidats tout en conservant une qualité d’approximation trées
satisfaisante tant en rappel qu’en précision. La suite de l’article est organisée de la
maniére suivante. La section 2 présente formellement la problématique. La section 3
rapelle les concepts requis pour présenter notre approche qui est décrite a la section 4.
Les expérimentations sont fournies a la section 5 et la conclusion est proposée dans la
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derniére section.

2 Définition du probleme

Dans cette section, nous donnons une définition formelle du probleme de 'extrac-
tion des motifs séquentiels dans les data streams. Tout d’abord, nous résumons la
description formelle présentée par Srikant et Agrawal (1996), classiquement utilisée
dans le cas des bases de données statiques. Nous étendons ensuite la problématique
au cas des data streams.

Soit I = {iy,iy,...,1,;} un ensemble ordonné d’items utilisés dans une base de
données DB de transactions, ott chaque transaction ¢, est identifiée de maniere unique
par un Cid, un temps et est associée a un ensemble d’items de I. Un ensemble X C I
est appelé un itemset. Une séquence s est un ensemble d’itemsets ordonnés selon leur
temps et est représentée par < s18; -5, >, ou s, pour j € [1..n], est un itemset. Une k-
séquence est une séquence de k items ou de longueur k. Une séquence S’ =< 5757 -+ -5}, >
est une sous séquence d’'une autre séquence S =< s; s, --- 5, >, que l'onnote S’ < S

s'il existe des entiers iy <ip <---i;--- <iy telsques] Cs;,s, Csj,, "+, 5, C5j,.

Toutes les transactions relatives a un méme Cid sont regroupées et triées selon leur
ordre d’apparition, pour obtenir une séquence de données. Une séquence de données
contient une séquence S, si S en est une sous-séquence. Le support d"une séquence S,
noté supp(S), correspond au nombre d’occurences de S dans DB. Pour décider si une
séquence est fréquente ou non, une valeur de support minimum, notée o, est spécifiée
par l'utilisateur. Une séquence S est dite O-fréquente si supp(S) > o, ot = "0 X |DB|"
avec 0 €]0; 1] et |DB| la taille de la base de données. Etant donnée une base de données
de transactions de clients Cid, le probleme de I'extraction de motifs séquentiels consiste
a trouver toutes les séquences, dont le support est supérieur ou égal au support
minimum fixé par l'utilisateur dans DB. Cette problématique, étendue au cas des data
streams, peut s’exprimer simplement comme suit. Formellement, un data stream DS
peut étre défini par une suite de transactions DS = (Ty,Ts,---,Tj,---). Chacune des
transactions, identifiée par un Tid, est associée & un Cid (voir par exemple la table 1).
L’extraction des motifs séquentiels fréquents revient a trouver toutes les séquences,
dont le support est supérieur ou égal au support minimum fixé par l'utilisateur pour
la partie connue du stream a un moment donné.

Ci @) Cs

Tl Tz T3 T4 T5 T6 T7
bd | abd | acd || bed | bd || ab | ¢

Tas. 1 — Ensembles des transactions par Cid construites sur I = {a, b, c, d}.
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3 Prérequis sur les couvertures statistiques

Nous reprenons ci-dessous le théoréme proposé et prouvé par Laur et al. (2007)
concernant les couvertures statistiques. Les auteurs proposent de biaiser la valeur du
support fixé par l'utilisateur afin d’obtenir des ensembles de motifs qui permettent de
maximiser les résultats tant en rappel qu’en précision.

Théoreme 1 V0,0 < 0 <1,V6,0 < 6 <1, soit m et m* respectivement le nombre de motifs
(O-fréquent et O-infrequent) dans la partie connue du stream et dans tout le stream, si on
choisit € tel que :

€ > Llnm*
- 2m- 5

cela implique que le Rappel = 1 et respectivement la Précision = 1 avec une probabilité
d’au moins 1 — 0, apres suppression de tous les motifs qui ne sont pas 6’-frequent a partir de
I'observation, avec 0’ = O — € et respectivement 0’ = O + €. Le parametre § est le parametre de
risque statistique fixé par I'utilisateur et les valeurs 0" = O + € sont les supports statistiques.

La sup-(0, €)-couverture représente le quasi-optimal plus petit ensemble de motifs
avec une probabilité d’au moins 1 — 6 contenant tous les motifs qui sont O-fréquent
dans tout le stream (éventuellement infini). Il n’y a pas de résultats faux négatifs avec
une forte probabilité. La inf-(0, €)-couverture représente le quasi-optimal plus grand
ensemble de motifs avec une probabilité d’au moins 1 — 6 contenant tous les motifs qui
sont O-fréquent dans tout le stream (éventuellement infini). Dans cet ensemble, il n"y
a pas de résultats faux positifs avec une forte probabilité, mais avec des faux négatifs.
Par quasi-optimal, les auteurs expriment que toute technique obtenant de meilleures
bornes est condamnée a se tromper (i.e. le critére a maximiser n’est plus égal a 1). Ils
précisent aussi, qu’ils ne font aucune hypothese concernant la distribution du stream.

4 L’approche SPAMS

Notre approche, repose sur la construction incrémentale d’une structure d’au-
tomate qui permet l'indexation des motifs séquentiels du stream. Le traitement du
stream s’effectue avec une granularité tres fine, par transaction et pour chaque tran-
saction item par item. Il n’est point nécessaire de procéder & un pré-traitement pour
regrouper les transactions par Cid. Aussi, nous ne pré-supposons au départ de I'algo-
rithme ni la connaissance de 1’alphabet des items ni la connaissance du nombre des
Cid du stream. Cette information est apprise incrémentalement, a la volée, au fur et a
mesure de l'insertion des nouvelles transactions du stream. Par ailleurs, afin d’obtenir
une qualité d’approximation satisfaisante, tant en rappel qu’en précision, en plus des
motifs séquentiels O-fréquents, nous indexons également les motifs (0 — €) fréquents
de la couverture statistique supérieure. On conserve donc ici, le nombre minimal de
motifs candidats supplémentaires limitant ainsi 1’explosion combinatoire.
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4.1 SPA :1’automate des motifs séquentiels

Nous définissons formellement dans cette section I'automate SPA. Pour une infor-
mation détaillée sur la théorie des automates, nous suggérons la présentation faite par
Hopcroft et Ullman (1990). SPA est un automate fini déterministe, i.e. un quintuple tel
que SPA =(Q, qo, F, I, 6) ou

e Q est un ensemble fini d’états dont chaque état est représenté par un identifiant

unique associé a une valeur de support.

e o € Q est1’état initial, dont le support correspond au nombre de clients lu pour

le stream en cours d’acquisition.

e F C Qest]l’ensemble des états finaux, i.e. les états ayant un support supérieur ou

égal au support seuil.

e X C Il est 'alphabet des items reconnus.

e 0: QXX — Qestla fonction de transition non totale permettant d’indexer les

motifs séquentiels fréquents du stream.

4.2 L’algorithme SPAMS
4.2.1 Présentation

Le principe de SPAMS repose sur l'idée centrale suivante concernant la construc-
tion de ’automate. Nous construisons SPA en imposant la condition suivante : un état
ne peut étre accessible que par un seul item, avec une valeur de support qui corres-
pond au nombre d’occurences de chaque motif séquentiel reconnu a cet état. Si apres
lecture d’un item la condition précédente ne peut plus étre vérifiée pour un état (i.e. le
nombre d’occurences de certains motifs séquentiels reconnus a cet état doit étre incré-
menté), il convient de dupliquer 1’état. Le nouvel état créé, recoit les seules transitions
entrantes appartenant aux motifs séquentiels dont le support doit étre incrémenté et
recoit également les transitions sortantes de 1’état dupliqué. Apres initialisation de
I’automate SPA, notre algorithme se décompose en trois modules principaux. Le pre-
mier, INSERER, permet la lecture et I'insertion d’un nouvel item acquis dans le stream.
Le second, SUPPRIMER, permet de supprimer, pendant I'exécution du module INSERER,
les états et les transitions relatifs aux séquences devenues non (6 — €)-fréquentes. Le
dernier, SUIVANT, permet de terminer le traitement d"une transaction avant de passer a
la transaction suivante. Nous utiliserons le symbole - comme séparateur des itemsets
a l'intérieur des séquences.

e Initialisation de ’automate : création de l'état initial qp et d'un état transitoire,
noté q., utilisé pendant la construction. Ce dernier n’appartient pas a l’automate
final.

e Lecture et Insertion d’un item « pour un client cid donné : a chaque insertion
d’un item a, il va s’agir dans un premier temps de déterminer tous les états
derrieres lesquels il faudra ajouter une transition libellée par 'item a, et cela afin
d’ indexer incrémentalement toutes les sous-séquences incluses dans la séquence
en cours de lecture. Pour cela on maintient une liste Qc;4 € Q correspondant aux
états atteints lors du traitement des séquences du client cid.



Srams, Sequential Patterns Automaton for Mining Streams

z : Alphabet de I'automate.
Q : Ensemble des états de I’automate.
T : Ensemble des transitions de ’automate.
Ts : Ensemble des transitions entrantes sur 1’état s € Q.
Q- : Ensemble des états de I'automate accessibles par 'item ’-.
Qcida : Ensemble des états atteints par le client cid.
Yeid : Alphabet du client cid.
TJe : Ensemble des transitions atteintes lors de l'insertion d’un item.
Is| : Support de I'état s € Q.
s> s :Transition de l'état s a I'état s’, étiqueté par a.
e : Ensemble des identifiants client.

Tas. 2 — Notations utilisées dans Spams

1. Sicid¢ G, alors C=CU{cid}, Qciqa = { qo } et Xeig = 0.
2. Ensuite, Vs € Quiq,sifls’ €Q | sk s’ €T, alors T = TU {s K goo).

3. On récupeére l'ensemble des dernieres transitions atteintes T C T tel que
Te={s+>s €T | seQuqet s €0l

4. Pour tout état s’ tel que s > s’ € T2, on effectue les opérations suivantes :

(i) Sis’ # qw et |[Ts| =T NT?|, alors Qcig = Qeia U { s’ }.
De plus, si a € Zciq alors Zeig = Zeiq U {a b et|s’| = [s’] + 1.

(ii) Sinon, i.e. 8’ = g ou |Ty| # [Ty N T?|, on crée un nouvel état p et
Qcid = QciaU{p}.Sia & Zciqalors Zeig = Zeiq U {a } et |p| = |8’ + 1, sinon
Ipl = |s’]. 7
Ensuite,\v’s’+'g—> z€T,avecfeZetze Q,onaﬂ':TU{p&z}.

Ensuite,\/za&s’e‘J’SrﬂfTa,ona‘Tz‘T\{z&s’}u{z&p} avec z € Q.

e Suppression d’un état s : la suppression d'un état s de’automate, est réalisée par
le module SurprriMER. Elle consiste a supprimer l'état s et toute sa descendance,
i.e. tous les états et transitions accessibles & partir de 1’état s.

e Transaction suivante : quand tous les items @; d"une transaction donnée (pour
un client cid) ont été lus et insérés dans I’automate, le module SuivanT est appelé.
Ce module fonctionne en trois étapes :

(i) réduction de I'ensemble des états atteints : Qcig = Qcia \ {Qeia N Q™ U {qe}}
(ii) appel du module INSERER sur 'item "-".
(iii) mise a jour de I'ensemble des états atteints : Qciq = Qcia U { qp J.

4.2.2 Exemple de construction & pseudo-code

Afin d'illustrer 1’exécution de Spams, nous reprenons I'exemple de la table 1, traité
sous forme de stream, représentée par le schéma de la figure 1. Nous conservons ici
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toute la généralité du stream et ne présupposons pas d’ordonancement des transac-
tions par Cid. Les schémas des figures 2, 3, 5, 6, 7 et 9 illustrent la lecture et 1'insertion
d’items (voir les explications de la section 4.2.1 pour les points sur l'initialisation et la
lecture et l'insertion d’items). Les schémas des figures 4, 8 illustrent la fin du traite-
ment de transactions (voir les explications de la section 4.2.1 pour la partie transaction
suivante). Nous présentons a la figure 10 le pseudo-code de notre algorithme.

( ( <(1,1,b) (1,1,d) (2,4,b) (2,4,0) (2,4,d) (1,2,a) (1,2,b) (1,2,d) --- ( )(

Fic. 1 — Exemple de data stream non ordonné (voir table 1)

< &
H.,-) b ~"\1LL
N Wa O & /)
7 "\ J \Z \J 7 \J

(i) Lecture de I'item b (ii) Création de qy et déplacement des (iii) Automate final

transitions atteintes
F1G. 2 — Lecture et insertion de l'item b (transaction 1)

(i) Lecture de l'item d (ii) Création de q, et déplacement des (iii) Automate Final

transitions atteintes .
FiG. 3 — Lecture et insertion de l'item d (transaction 1)

(i) Lecture de l'item —

(ii) Création de q3 et déplacement des (iii) Automate final
transitions atteintes
Fic. 4 — Fin du traitement de la transaction 1

L'automate final comprend 21 états et 27 transitions indexant tous les motifs sé-
quentiels de la table 1. Par manque de place, nous ne représentons pas cet automate.
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(i) Lecture de l'item b (ii) Automate final
F1G. 5 — Lecture et insertion de l'item b (transaction 2)

(i) Lecture de litem ¢ (ii) Création de q4 et déplacement des (iii) Automate final

transitions atteintes
FiG. 6 — Lecture et insertion de l'item c (transaction 2)

(i) Lecture de l'item d
(it) Création de qs et déplacement des (iii) Automate final

transitions atteintes
Fic. 7 — Lecture et insertion de l'item d (transaction 2)

(i) Lecture de l'item —

(ii) Création de q et déplacement des (iii) Automate final

. tmnsg’tions atteintes .
Fic. 8 — Fin de traitement de la transaction 2

5 Expérimentations

Plusieurs expérimentations ont été réalisées afin de tester 'efficacité de notre ap-
proche. Des expérimentations empiriques ont été faites sur des jeux de données synté-
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(i) Lecture de l'item a (ii) Création de q7 et déplacement des (iii) Automate final

transitions atteintes
FiG. 9 — Lecture et insertion de l'item a (transaction 3)

tiques générés a partir du simulateur IBM2. Nous avons fait varier le nombre de clients
D, le nombre de transactions par client C, le nombre moyen d’items par transaction T,
la taille moyenne des séquences maximales S et la taille moyenne des transactions des
séquences maximales I. Nous avons utilisé une implémentation en C++ de SPAMS
compilée avec I'option -03 du compilateur g++, sur un Intel Pentium D, 2Go ram.
Nous illustrons sur les figures 11-(i) et 11-(ii) les performances en temps et en consom-
mation mémoire de SPAMS, pour différentes valeurs de support, sur les jeux de don-
nées de petite, moyenne et grande taille, respectivement D7C7T75717, D8C10T10510110
et D18C18T18518I18. Les figures 11-(iii) a 11-(v) représentent 1’évolution du temps,
de la mémoire et du nombre de Cid en fonction du nombre de transactions sur
D18C18T18518I18 avec un support fixé a 20%.

La figure 11-(vi) permet d'illustrer sur le jeu de données D18C18T18518I18 que le
support statistique utilisé tend vers le support seuil au fur et a mesure de I'acquisition
des transactions, diminuant ainsi 1’ensemble des motifs (6 — €)-fréquents de la cou-
verture statistique. Pour le calcul de € (voir section 3), nous avons choisi la valeur de
0.01 pour le risque statistique 6. Ces expérimentations montrent que nous trouvons
un compromis trés satisfaisant entre les performances temporelles, la consommation
mémoire et la qualité des résultats de I’extraction tant en précision qu’en rappel. Elles
montrent aussi, 'applicabilité et le passage a 1’échelle de 1’algorithme SPAMS.

6 Conclusion

Dans cet article, nous apportons une contribution originale en proposant un nouvel
algorithme une-passe : SPAMS, basé sur I'élaboration d"un nouvel automate nommé
SPA, qui permet de traiter de fagon efficace la problématique de I’extraction des motifs
séquentiels fréquents dans les data streams. SPA présente des propriétés incrémen-
tales qui permettent son initialisation sans aucune information. Sa mise a jour, dans
le cas des data streams, se fait avec une granularité trés fine par transaction, sans
qu’il soit nécessaire de procéder a un pré-traitement pour regrouper les transactions
par client Cid. Par ailleurs, chaque transaction est acquise item par item et nous ne
pré-supposons au départ de l’algorithme ni la connaissance de I’alphabet des items ni

2gimulateur disponible a I'adresse http://www.almaden. ibm.com/cs/quest
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Algorithme 1 — Spams

données Stream, 6
sortie : srag
début

Créer les états qq et Jo
Te0; Q—{q0 geo }
[0l <1 ; lgeol <0 ; cid ¢ null
tid«<null ; C«< 0 ; min_sup < 0
pour chaque (cid’, tid’, a) € Stream faire
si(cid # cid’) ou (tid # tid’) alors
SurvanT(cid, cid’)
cid « cid’; tid « tid’
INsErRER(r, cid)

fin

Algorithme 2 — SurvaNT
données cid, cid’
début

si cid # null alors

Inserer('—/, cid)

{ Qcid < Qia N Q" U{qo}

si cid’ ¢ C alors

Ce— CU{cid }

Qeiar < {q0}

€ «— 2A|1€\ In ‘ég
min_sup « [(0 —€) X |C[]

fin

Algorithme 3 — SUPPRIMER
données : s
début
- Supprimer les transitions entrantes de s
pour chaque s KA s’ €T faire
{ SUPPRIMER(S”)

- Supprimer 'état s
fin

Algorithme 4 — INSERER

données : a, cid
début

T <0

pour chaque s € Qg faire
sids’€Q |st> s’ € Talors
{ T« T2U {s e s’]
sinon

L ‘Ja<—‘JﬁU{sli>qw}

Yefseq|sHs e

pour chaque s’ € Q' faire

si|s’| + 1 >=min_sup alors

si s’ # g et|Ty N T?| = |Ty| alors

sia ¢ L.y alors

{ Is’| « |s’| + 1
Teid < Zeia U {a}

sinon

- Créér un état s’

-Q e« QuU{s”}

sia ¢ Zciqg or s’ = qeo alors
|s”] «|s’| + 1
Zeid < Zeid U {a}

- Dupliquer les transitions sortantes
de s’ sur s”

- Déplacer les transitions Jgr N T*
de s’ vers s”

T2 — T2\ {Ty N T2}

si|s’| < min_sup alors SurPRIMER(S’)

fin

F1c. 10 — Pseudo-code de I'algorithme Srams

la connaissance du nombre des clients du stream. Cette information est apprise incré-
mentalement, a la volée, au fur et a mesure de I'insertion des nouvelles transactions du
stream. Les expérimentations montrent que nous trouvons un compromis satisfaisant,
en limitant la phase de génération des candidats avec la couverture statistique, tout en
conservant de bons résultats tant en rappel qu’en précision avec également de bonnes
performances en temps et en mémoire. Plusieurs perspectives peuvent étre envisagées
a la suite de ce travail. Cela concerne, par exemple, la suppression incrémentale de
motifs séquentiels dans I'automate, ou encore la représentation de motifs tels que les
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motifs fermés et maximaux.
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Summary

Mining sequential patterns on data streams is a new challenging problem for the
datamining community since data arrives sequentially in the form of continuous rapid
streams. More still than for databases, many additional constraints have to be con-
sidered due to the intrinsic nature of the streams. In this paper, we propose a new
one-pass algorithm named: SPAMS, based on the incremental updating of an automa-
ton structure: SPA, for mining sequential patterns in data streams. The information
of the stream is learned progressively, from the insertion of new transactions, without
preprocessing step a priori. The experimental results obtained show the relevance of
the structure used, as well as the efficiency of our algorithm applied on datasets.
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