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Les étapes du processus de KDD

KDD - Le processus
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Les étapes du processus de KDD

Les étapes du processus de KDD

°éTape 1: Poser le probleme

'é‘rape 2 . Rechercher les données

°éTape 3 : Sélectionner les données pertinentes

-é‘rape 4 : Nettoyer les données

-é‘rape 5 : Transformer les données

-éTape 6 : Rechercher les caractéristiques et les modéles
'é‘rape 7 : Evaluer et valider les résultats

Etape 8 : Extraire la connaissance



s amocessis e Les etapes du processus de KDD
Etape 1: Poser le probléeme

Un exemple : Classification de fleurs d'iris
e Probleme :

Connaissant :
e la longueur des sépales d'une fleur d'iris
e la largeur des sépales d'une fleur d'iris
e la longueur des pétales d'une fleur d'iris
e la largeur des pétales d'une fleur d'iris

Est-il possible de classer les fleurs dans les catégories suivantes ?
e Iris Setosa - classe 1
e Iris Versicolour - classe 2
e Iris Virginica - classe 3

o L'objectif est de fournir un modele de classification qui accepte en entrée les 4
caractéristiques des sépales et des pétales des fleurs d'iris et qui fournit en
sortie le numéro de la classe de la fleur (1, 2 ou 3).

e Les résultats de la classification seront évalués sur une base de données de test
représentant 25% des données collectées sous la forme d'une matrice de
confusion.



s amocessis e Les €tapes du processus de KDD
Etape 2 : Rechercher les données

e Identifier les informations
e Identifier les sources
o Vérifier leur qualité
e Vérifier leur facilité d'acces
e Documents papier
e Supports électroniques
e Fichiers internes ou externes

e Sources multiples, Data Warehouse ou Data Mart



s amocessis e Les €tapes du processus de KDD
Etape 2 : Rechercher les données

Un exemple : Classification de fleurs d'iris

o Title: Iris Plants Database Updated Sept 21 2000 by C.Blake
File : iris.dat
Sources:

. (a) Creator: R.A. Fisher

o (b) Donor: Michael Marshall

o (c) Date: July, 1988
Number of Instances: 150 (50 in each of three classes)
Number of Attributes: 4 numeric attributes and the class
Attribute Information:

e 1. sepal length in cm

e 2.sepal width in cm

e 3. petal length in cm

e 4. petal width in cm

e b.class:

o -- Iris Setosa

o -- Iris Versicolour
. -- Iris Virginica

e Missing Attribute Values: None



Les étapes o processus de KOO Les é'l'qpes du processus de KDD
Etape 3 : Sélectionner les données pertinentes

e Réduire les dimensions
o Expertise humaine
e Analyses graphiques
e Analyses de corrélation
e Analyse en composantes principales
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Leséfapesdupr'aceisusdeKDD Les é.rapes du pr‘ocessus de KDD
Etape 3 : Sélectionner les données pertinentes

Un exemple : Classification de fleurs d'iris
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uxémW%abpmaigsa%kDD l_eas; é2111‘)€35; (jlj F)rND(:EBSRSl]S; (j(g k:[)[:}
Etape 3 : Sélectionner les données pertinentes

Un exemple : Classification de fleurs d'iris
Analyse en composantes principales

Coefficients
CP1 CP2 CP3 CP4
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Les érapes du processus de KDD Lgs é'l'qpes du processus de KDD
Etape 4 : Nettoyer les données

o Vérifier l'origine des données

e Traiter les valeurs aberrantes

e Traiter les valeurs manquantes

e Traiter les valeurs nulles

e Estimer la qualité des données



s amocessis e LS €tapes du processus de KDD
Etape 5 : Transformer les données

o Cette étape peut consister a:
e Coder les informations qualitatives
e Coder en ratios (pourcentages)
e Normaliser les données
e Transformer les dates en durées
e Transcoder les données,
exemple : code postal en coordonnées géographiques
e Exprimer des fréquences
o Exprimer des tendances
e Réaliser des combinaisons de variables

12



s amcessisseroo. - Les €tapes du processus de KDD 13
Etape 6 : Rechercher les caractéristiques et les modéles

e Apprentissage - Identification

Données

e Apprentissage Supervisé Apprentissage Non supervisé

Entrées Sorties Entrées




Lese’f’apesdupmcessusdeKDD Les é"'apes du pr‘ocessus de KDD 14
Etape 6 : Rechercher les caractéristiques et les modéles

e Choix d'une méthode ou d'une technique :
e Réseaux de neurones
e Régression
e Regles
e Arbres de décision
e Analyses factorielles
e Logique Floue
e Algorithmes génétiques
e Le raisonnement a base de cas
o Les « Rough Sets »
e Les réseaux Bayésiens



Leséf’apesdupr'acessusdeKDD Les é.rapes du pr‘ocessus de KDD 15
Etape 6 : Rechercher les caractéristiques et les modéles

Un exemple : Classification de fleurs d'iris
Analyse en composantes principales
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s amcessisseroo. - Les €tapes du processus de KDD 16
Etape 6 : Rechercher les caractéristiques et les modéles

Un exemple : Classification de fleurs d'iris
Groupement hiérarchique

161
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Lese’fapesdupmcessusdefDD Les é'ra’pes du pr‘ocessus de KDD
Etape 7 : Evaluer et valider les résultats

« Evaluation quantitative :
e Erreur quadratique moyenne
( MSE : Mean Square Error)

e Erreur absolue moyenne
(MAE : Mean Absolute Error)

e Racine carrée de I'erreur quadratique moyenne
(RMSE : Root Mean Square error)

e Erreur relative absolue moyenne
(MAPE : Mean Absolute Percentage Error)

e Coefficient de corrélation

17



s amocessissesoo. - LeS €tapes du processus de KDD
Etape 7 : Evaluer et valider les résultats

o Evaluation quantitative - exemple

Meilleur modéle linéaire t: E=(0.786) R + (12.3)

400 T T . | | | |
O Données
L — E=R _
PP Meilleur modele lingaire
300+ Coefficient de corrélation = 0.897 o |

Valeurs estimeées : E

50 100 150 200 250 300 350 400
Valeurs réelles : R



Les'e’fapesdupr'acessusdefDD Les é.ra’pes du pr‘ocessus de KDD
Etape 7 : Evaluer et valider les résultats

« Evaluation quantitative :

e matrice de confusion - exemple : Classification de fleurs d'iris
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s a0 Les €tapes du processus de KDD 20
Etape 7 : Evaluer et valider les résultats

o Evaluation par le test
e Base de test 25% de la base totale

e Base de validation 25% de la base totale

Base total

e Base d'apprentissage 50% de la base totale

10' [ |
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3/4 1/4

Base Base
modélisat de test
1/3

Base de Base
validation apprentissa

I | —— Validation
[ | —— Test

=y
[=]
=)
.
— T —

Erreur Quadratique Moyenne

-
<

| Vérification de
1 la généralisation

Identification

10”

| | i
0 50 100 150 200 250
Epoch

Mesure finale
des performances



Les topesdu processus de k0D Les é'l'qpes du processus de KDD 21
Etape 7 : Evaluer et valider les résultats

e Validation croisée

Attention cette technique ne fournit pas de modeéles mais permet d'évaluer les
performances de la modélisation dans les cas ot la base totale est petite

usensem 0 0000000000000 0000000000000 0 00

S1

——

DUS ensemct
sk
Pour toutidelak

eAppliquer une méthode d'identification sur (Base totale - Si)
eCalculer la performance du modele sur Si

Partition par tirage aléatoire

Fin
Agréger les performances individuelles pour établir une mesure globale

S/ /a taille des Si est de 1 individu on parle alors de « Leave one out »



Les étapes o processis de KOO Les é'l'qpes du processus de KDD
Etape 7 : Evaluer et valider les résultats

e Bootstrap

Attention cette technique ne fournit pas de modeéles mais permet d'évaluer les
performances de la modélisation dans les cas ot la base totale est petite

Base total
n individus

Tirage aléatoire
avec remise
de n individus

Base
modélisat

Identification

Modele
Mesure des performances

L'expérience est
réalisée un grand
nombre de fois et
les performances
sont agrégées pour
fournir une
évaluation globale



Lese’fapesdupmcessusdefDD Les é'ra’pes du pr‘ocessus de KDD
Etape 7 : Evaluer et valider les résultats

o Evaluation par le test - Sur apprentissage - Overfitting

12+

|
10
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La Classification

La Classification

e Objectif : identifier les classes auxquelles appartiennent des objets a
partir de traits descriptifs

IT est la population,
D est|'ensemble des descriptions,
C estl'ensemble des classes

X:I1-D
fonction qui associe une description a tout élément de la population
YiII > C

fonction qui associe une classe a tout élément de la population

F:D->C
fonction de classement recherchée

25



La Classification

La Classification

o Le but est de rechercher une fonction de classement F telle que F o X
soit une bonne approximation de V.

26



La Classification 27

Le classifieur naif de Bayes

e On note :
x =|x!,x%,....x" ..., x?|un vecteur de descripteurs
C=1¢,,¢,J1'ensemble des classes possibles
S:ensemble fini de couples de la forme (x, ¢, )
n:nombre d'observations de S
n, :nombre d'éléments de S appartenant dla classe c,

e La régle de classification de Bayes recommande de classer le
vecteur x dans la classe c, pour laquelle P(c,/x) est maximal.

p(x/c, )plc, )

Ce quirevient a maximiser:
p(x)

soit encore p(x/c, )p(c, ), p(x) ne dépendant pas de c,

Pour pouvoir appliquer la régle de Bayes il faut donc pouvoir
estimer : p(x/c,)etplc,)



La Classification 28

Le classifieur naif de Bayes

o On estime Pplc,) par plc, )=n—k

p N
e eTp(x/c, ) par: x/ck :I_Ipx/ck

Ce qui revient a considérer Ies attributs comme indépendants les uns
des autres

e La régle de classification de Bayes devient alors : classer le
vecteur x dans la classe ¢, qui maximise :

§ SR

e Lorsque les attributs prennent leurs valeurs dans un méme ensemble,
on peut faire I'hypothése que dans chaque classe, la probabilité

d'observer une valeur quelconque d'un attribut est en fait indépendante
de l'attribut.

Pour toute classe c, pour toute valeur v et tous les indices i et j :

plx' =v/c)=plx! =v/c)



La Classification . o .o
Le classifieur naif de Bayes

o Exemple
S=5,US,
S, =101100,11001,10110,10101,10010}
S, =101010,11111,11010,11101,10101}

C=1¢,C,}

e On demande de classer x=00111

29



La Classification

Le classifieur naif de Bayes

e On suppose les attributs indépendants

¢, | G ¢, | G
plx, =0/c,) | 1/5 |15 | plx, =1/c,) | 4/5| 4/5
plx, =0/c;) | 3/5 |15 | Blx, =1/c;) | 2/5 | 4/5
plx, =0/c;) | 2/5 |2/5 | plx, =1/c;) | 3/5 | 3/5
px, =0/c;) |3/5 |2/5 |plx, =1/c,) | 2/5 | 3/5
plx; =0/c;) |3/5 |2/5 | plxs =1/c;) | 2/5 | 3/5
. 1 33 2 2 3
p(OOlll/Cl)ZEXEXgXEXEZ?:115103
. 1 1.3 .3 3 27
p(OOIII/CZ):EXEXEXEXE:5—:86103

e On classera donc x=00111 en classe ¢,

30



La Classification

Le classifieur naif de Bayes

e Si on fait en plus I'nypothese que les attributs prennent dans
chaque classe les mémes valeurs avec les mémes probabilités

B(x, = 0/C1)=;—g;|3(x, ~1/c,)= ;_?é

Blx = 0/c,) = Bl =1/c;)= 57
p(00111/c,) = 12222333 =32.410°
p(00111/c,) = il X1573 =32.210°

e On classera donc x=00111 en classe ¢,

31



La Classification

Exercice classifieur naif de Bayes

e Objectif : Classifier des phrases selon leur theme : la radio ou la télévision
« Echantillon :
e Classe télévision :
e Le programme TV n'est pas intéressant.
e La TV m'ennuie.
o Les enfants aiment la TV.
e On regoit la TV par onde radio.
e Classe radio :
e Il est intéressant d'écouter la radio.
e Sur les ondes, les programmes pour enfants sont rares.
e Les enfants vont écouter la radio; c'est rare.

e Vocabulaire : V={TV, programme, intéressant, enfants, radio, onde, écouter,
rare}

e En utilisant un classifieur de Bayes, a quel theme serait associée la phrase :
« J'ai vu la radio de mes poumons a la TV »

32



La Classification

Exercice classifieur naif de Bayes

o Codage des informations

« Echantillon :

TV | programme | intéressant | enfants | radio | onde [ écouter | rare

X1 X2 X3 x4 X5 [ x6 X7 x8 |Classe
1 1 1 0 0 0 0 0 c1

1 0 0 0 0 0 0 0 c1

1 0 0 1 0 0 0 0 c1

1 0 0 0 1 1 0 0 c1

0 0 1 0 1 0 1 0 c2
0 1 0 1 0 1 0 1 c2
0 0 0 1 1 0 1 1 c2

e Phrase a classer :

x=10001000
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La Classification

Exercice classifieur naif de Bayes

| |
o =2
[9) O

|
=
o

I I | I I
L2 L2 L L =
) y) o o is)

~— ~— ~— ~— ~— ~— ~— ~—"
| | Il | Il Il Il Il

| | |
AlARAAPRlORlLVOURILWRILWAILWRIO

3 4 0

p(x1_0/c2)—_ P(x1_1/c1):_ P(x1_1/cz):_

3 4 3

2 1 1

p(x2=0/c2)=§ p(x2—1/61)=z p(xz—l/Cz):g

Pl =0/c)==  plr=1e)== plr,=Vc,)=~

3 2 3 3 1 4 3 2 3

1 1 2

P(x4 O/Cz):_ P(x4_1/c1)__ P(x4 1/C2):_

3 4 3

1 1 2

p(xS—O/Cz)zg p(xs—l/CL)—Z p(xs_l/cz)—g

2 1 1

p(xe_()/cz):_ p(x6_1/cl):_ p(xs_l/cz):_

3 4 3

1 0 2

p(x7—0/c2)=— P(x7_1/cl)=_ p(x7—l/c2)=—

3 4 3

1 0 . 2

p(xs—O/C2)=§ p(xs—l/cl):Z p(x8=1/cz)=§

ﬁ(cl)xﬁ(IOOOIOOO/cl):i w 33533y 3584 20736 =0,0452
7474747474747 47 47 458752
A 02 21 2 2 11 0
10001000 =— X —X—X—X—X—X—X—X—=——=
plex)pl Je:) 373733333 3 45927
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La Classification

Exercice classifieur naif de Bayes

pa)=2  ple)=2

pla=te)=2  ply=1/e)=3

plx, 1/q)=% plx, =1/c2):§
ple=e)=y  plo=le)=;
plo=ife)=5 bl =Ve)=2
plo=ye)=y Pl =ler)=2
ple=ye)=y Pl =les)=3

plx, =1/01)=% plx, =l/c2)=%

Pl =va)=3 bl =1/e)=3

ple,)x ﬁ(10001ooo/cl):§ y %Xi: % 01428
ﬁ(cz)xﬁ(looom()()/cz):% « gx§=%:0
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La Classification

Exercice classifieur naif de Bayes

1 + Nombre d'occurences de x; de V dans l'ensemble des textes de classe k

36

ﬁ(xi/ck): ' '
Card(V )+ Nombre total d'occurences de mots dans l'ensemble des textes de classe k
Ny 4 Aoy 3
p(c1)—7 p(CZ)—7
1+4 A 1+0
=1 =1/c,)=
( e ) 349 P(x1 /Cz) 811
1+1 I+1
_1 D :1 =
Po=Va)=gg  pla=la)=go
N 1+1 A 1+1
P(x3=1/01)=m P(x3=1/02)=8+11
N 1+1 R 1+2
P(X4=1/Cl)=m P(X4=1/Cz)=8+11
A I+1 N 1+2
P(stl/cl):m P(stl/cz):m
N 1+1 A 1+1
p(xezl/cl):ﬁ p(xszl/cz)zg_i_ll
. 1+0 N 1+2
P(X7=1/Cl)=@ P(X7=1/Cz)=m
N 1+0 N 1+2
P(xgzl/cl):m P(ngl/cz):m
4 5 2 40
plc, )x p(10001000/¢,) == X —x—=—-=0,020
Ploxil V)= % 7% = 2003
ple,)x ﬁ(lOOOlOOO/cz):i X ixizizo,oms
7 19 19 2527



La Classification 37

I'algorithme des k plus proches voisins

e On considere |'espace de n points de dimension p suivant :

XX X
X, |xt ..ox . xP

X .
X Ix .oxd L xP
X |xt X xP
LoLooxdoLoXx

e A chaque point est associée une classe connue a l'avance

e Soit X, =|[xL,x%,...,xi,...,x2] un point que I'on souhaite classifier

e On calcule toutes les distances entre le point X; et les n points de
I'espace

e On conserve les k points les plus proches de X+

e La classe majoritaire dans I'ensemble de ces k points est attribuée a X5



La Classification

I'algorithme des k plus proches voisins

o Exemple :

Si k=3 le nouveau point sera associé a la classe des cercles
Si k=5 le nouveau point sera associé a la classe des carrés
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Clustering

Le Clustering

e Principe: action de découper un ensemble d'objets en groupes
(clusters) de telle sorte que les caractéristiques des objets dans
un méme cluster soient similaires et que les caractéristiques des
objets dans des clusters différents soient distinctes

X2 A

111

(a)

e Méthodes :
e Clustering hiérarchique
e K-means
e Fuzzy C-means
e Substractive clustering

Ty

(b)

Ty

40



Clustering

Le clustering hiérarchique

o E"rape 1: frouver les similarités entre paires d'objets
0 éTape 2 : Grouper les objets sous la forme d'un arbre

0 é’rape 3 : Déterminer la coupe de I'arbre

EERBEA 26 S B YO 20ENED P T o FeRa G A OB R IR AR P P AR P D A R B TFIE
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Clustering

Le clustering hiérarchique

o é’rape 1: frouver les similarités entre toutes les paires d'objets

5 T

#Point X1 X2 ' X

1 1.0000 2.0000 e ?

2 2.5000 4.5000 at

3 2.0000 2.0000 il

4 4.0000 1.5000

5 4.0000 2.5000 il 5 ]
Q25 &

i i i i i i i i
0 05 1 15 2 25 3 35 4 45 5
X1

Distance entre les points

1 2 3 4 5
1 0 2.9155 1.0000 3.0414 3.0414
2 2.9155 0 2.5495 3.3541 2.5000
3 1.0000 2.5495 0 2.0616 2.0616
4 3.0414 3.3541 2.0616 0 1.0000
5 3.0414 2.5000 2.0616 1.0000 0

Fonctions Matlab : pdist, squareform



Clustering

Le clustering hiérarchique

Gl
G2
G3
G4

Fonctions Matlab

o E"rape 2 . Grouper les objets sous la forme d'un arbre

point 1

1.

4.
6.
8.

0000
0000
0000
0000

point 2

3

5
7
2

.0000
.0000
.0000
.0000

distance

1

1.
2.
2.

: linkage,

.0000

0000
0616
5000

dendrogram

25

1.5

0.5
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Clustering

Le clustering hiérarchique

. éTape 2 : Grouper les objets sous la forme d'un arbre
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Clustering

Le clustering hiérarchique

o é‘rape 3 : Déterminer la coupe de I'arbre
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Clustering

L'algorithme du K-means

e On considere |'espace de n points de dimension p suivant :

XX X
X | % X} X]
X
Xl ><i1 le xlp
X |x! X xP
n n n

e On suppose que les n points peuvent etre groupés en c clusters c < n
o Les clusters sont décrits par leurs centres
V., = vk V2V vEl 1<k <c
e On note d(i k) la distance entre le point X et le centre V,
e Le point X appartient au cluster dont le centre est le plus proche
e On note m, la moyenne des vecteurs dans le cluster k
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Clustering

L'algorithme du K-means

o Algorithme :

o Initialiser la position des centres: Vk = Vi V2 ,vi vl 1<k <c

e Calculer les m,

e Jusqu'a ce qu'il n'y ait plus de changement sur les m,
Faire
e Chaque point X est affecté au cluster le plus proche
e Calculer les nouveaux m,

e Fin Jusqu'a
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Clustering

L'algorithme du K-means

o Exemple :
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Clustering

L'algorithme du K-means

e Algorithme trés simple mais :

e L'initialisation des positions des centres conditionne le résultat

final (cf. transparent suivant)
e Il peut arriver qu'un cluster soit vide

e Le résultat dépend de la métrique utilisée pour calculer les

distances

e Le nombre de clusters k doit etre fixé a priori
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Clustering

L'algorithme du K-means
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Organisation du cours

Introduction
Les étapes du processus de KDD

La Classification
Le Clustering

B Les arbres de dicisior

La logique floue
Les réseaux de neurones artificiels

Conclusion
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Arbres de décision

Les

h2
Arbres de Deéecision

e Un arbre de décision est une représentation graphique d'une procédure
de classification

e Un arbre de décision peut étre traduit sous forme de régles de
décision

e Exemple :

Température < 37 ,5°

Oui Non

Gorge irritée

Oui

Malade

Non

Bien portant

Malade

Si T°< 37,5 ET Gorge irritée ALORS Malade
Si T° < 37,5 ET NON(Gorge irritée) ALORS Bien portant
Si NON(T° < 37,5) ALORS Malade




Arbres de décision 53

Les Arbres de Décision

e Un arbre de décision est un arbre au sens informatique du terme.
e Chaque nceud interne test un attribut
e Chaque branche correspond a une valeur d'un attribut
e Chaque neceud feuille est une classe

Les noeuds de l'arbre sont @ Température < 37,5°
repérés par des positions qui sont

* \
c‘ies. rr,\o’rs c.ie {1, .. , p}*, ou p est oui Non
I'arité maximale des noeuds.

@ Gorge irritée Malade @
On note € le mot vide.
Oui Non

@ Malade Bien portant @



Arbres de décision 54

Les Arbres de Décision

o Comment généré automatiquement un arbre a partir de données ?

o Exemple :
Patients T Gorge Malade Température < 37,5°
Dupond 37,2 | Normale Non
Durand | 38,5 | Normale Oui . Oui Non
Gorge irritée Malade
Martin 37,2 Irritée Oui Ovui Non

Malade Bien portant



Arbres de décision

Les Arbres de Décision

e Notation

S:échantillon
{1,---,c}:ensemble de classes
t:arbre de décision
p:position dans|'arbre

N(p): cardinal de|'ensemble des exemples associé ap
N(k/p): cardinal de I'ensemble des exemples associé & p et de classe k
P(k/p)=N(k/p)/N(p): proportion d'éléments de classe k dla position p
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Arbres de décision

Les Arbres de Décision

o Exemple

Gorge Gorge M : Malade
irritée | non irritée | S : Bien portant

T°<375 [(6S,37M)| (915,1M)

T°>375 [(25, 21 M)| (1S, 41M)

@ Température < 37 ,5°

oY or N(11) = 43;
N(S5/11) = 6;
Gorge irritée alade
(1) [ Gorge ot ol (2) N(M/11) = 37;
oui Non P(S/11)=N(S/11)/N(11) =6/43;

P(M/11)=N(M/11)/N(11) =37/43
@ Malade Bien portant / / / /
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Arbres de décision

Les Arbres de Décision

e Exemple introductif a I'apprentissage automatique d'arbre de décision
e Données banque

Moyenne du solde du compte:

M A R E I / , .
M = {élevé, moyen, faible}
1 | moyen | moyen | village | oui || oui DA _
Tranche d age duclient:
2| élevé | moyen | bourg | non || non . ~
_ — A = {jeune, moyen, dgé}
3 | faible agé bourg | non || non o o .
. . | Type delocalité de résidence du client :
4 | faible | moyen | bourg | oui oui
5| moyen | jeune ville oui oui R= {vullage, bOUf‘g, VI”Z}
6| éleve | agé | ville | oui || non Niveau d’ études supérieures du client :
7 | moyen | dgé ville | oui || non E = {oui,nonj
8 | faible | moyen | village | non || non| Consultation ducompte par Internet:
I ={oui,non}

e On souhaite construire un arbre de décision qui soit capable de
déterminer si un client consultera son compte par Internet en fonction
des attributs : M, A,Ret E
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Les Arbres de Décision

e Racine de l'arbre (pas de test)
Etiquette (3,5) correspondant a : (N(€,oui), N(€,non))

e Quel est premier test a réaliser ?
(3.9)

// \\
AN X el g

(1,2) (2.1) 0,2) @10 (2,2) 0,3) (13 (1,2) (1,2) (3,2 (0.,3)

e Intuitivement :
o Le test sur R n'est pas discriminatoire
o Le test sur A est interessant sur les branches jeune et dgé
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Arbres de décision

Les Arbres de Décision

e Quelles fonctions permettraient de réprésenter ces intuitions ?

e Fonctions qui seraient :

e Minimum lorsque le nceud est pur (tous les exemples sont dans une
méme classe

o et Maximum lorsque les exemples sont équirépartis.

e Exemples de fonctions possédant ces propriétés :

e Entropie :  Entropie(p)=—> " P(k/p)xlog(P(k/p))

« Fonction de Gini : Gini(p) =1 —Z;P(k/p)2 =2x Y Pk/p)xP(k’/p)



Arbres de décision

Les Arbres de Décision

e Quelles fonction permettrait choisir un test ?

n

e Fonction gain : Gain(p, test)=i(p)- PJ-Xi(PJ-)

j=t
p:position

test:testd'aritén

P, s proportion d’éléments de S ala position p qui vont en position p;
i(p) : Entropie(p) ou Gini(p)

o Le test choisi est celui qui possede le gain le plus grand
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Arbres de décision

Les Arbres de Décision

e Exemple traité avec I'entropie :

ie(©) = —3loal 3 1= 2100 2| =
(3,6) Entropie(e) = 8log(8j 8|og(8) 0,954

M ?
f%{)‘y\dié
moyen

1,2) (2.1) (0,2)

Entropie(l) = —;Iog(;j —glog@) ~ 0,918

Entropie(2) = —glog@) - ;log(;) ~ 0,918

Entropie(3) = —glog(

Gain(e, M) = Entropie(e) - (g Entropie(1)+ g Entropie(2) + g EnTropie(B)j
= Entropie(e)-0,688

0

2

o

2

2

J-0
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Arbres de décision

Les Arbres de Décision

e Exemple traité avec I'entropie :

ie(©) = —3loal 3 1= 2100 2| =
(3,6) Entropie(e) = 8log(8j 8|og(8) 0,954

A2
-

(1,0) (2,2) (0,3)
Entropie(l) = —ilong —?log((l)j _0

Entropie(2) = —ilog(ij —ilog(ij =1

Entropie(3) = —glog(gj —glog@j =0

Gain(e, A) = Entropie(e) - (é Entropie(1)+ g Entropie(2)+ g EnTropie(B)j
= Entropie(e)-05



Arbres de décision

Les Arbres de Décision

e Exemple traité avec I'entropie :

ie©) = —3loal 3 1= 210of 2| =
(3,6) Entropie(e) = 8log(8j 8|Og(8j 0,954

R?

V% \%
bourg

(1,1) (1,2) (1,2)
Entropie(l) = —élog@j — ;log(;j =1

Entropie(2) = —;Iog(lj

: —Zlog(z) -~ 0918

3 73
Entropie(3) = —;log(

Gain(e,R) = Entropie(e) - (g Entropie(1)+ Z Entropie(2) + Z En’rr'opie(3))
= Entropie(€)-0,938

il

jz 0,918
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Arbres de décision

Les Arbres de Décision

e Exemple traité avec I'entropie :

ie©) = —3loal 3 1= 210of 2| =
(3,6) Entropie(e) = 8log(8j 8|og(8) 0,954

E?
R
(3,2) (0,3)
Entropie(l) = —glog(gj —glog@j ~0.97

Entropie(2) = —glog(gj — glog@j =0

Gainle,E) = Entropie(e) - (2 Entropie(l) + Z EnTropie(Z)j = Entropie(e)— 0,607
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Arbres de décision

Les Arbres de Décision

e Exemple traité avec I'entropie :

Gain(e,M)=0,266 (3,5)
/ Gam
M?
maoyen
(1,2) 2,1) (0,2)
Gain(e

R?

e

10 (22) (03)

v%
bo

(1,1) (1,2)

\%
urg

= 0,347
E?
(3.2) (0,3)
=0,016
(1.2)
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Arbres de décision

Les Arbres de Décision

e Algorithme générique de construction d'un arbre

entrée : langage de description; échantillon S
début
Initialiser a l'arbre vide; la racine est le nceud courant
répéter
Décider si le nceud courant est terminal
si le nceud est terminal alors
Affecter une classe
sinon
Sélectionner un test et créer le sous-arbre
finsi
Passer au nceud suivnat non exploré si il en existe
jusqu'a obtenir un arbre de décision

fin
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Les Arbres de Décision

e Algorithme CART (Breiman 1984) - Arbres de décision binaires

Un nceud p est terminal si :
Gini(p) <i, ouN(p) <n, ,i, et n, sont des parametres a fixer

On choisit le test qui maximise :

Gain(p, test) = Gini(p)— (P

gauche

X Glnl(pl ) + Pdr'oh‘e X Glnl(pz ))

On attribut la classe majoritaire a une feuille

Cet algorithme de construction est suivi d'une phase d'élagage de
I'arbre qui ne sera pas traitée dans le cadre de ce cours
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Les Arbres de Décision

e Algorithme ID3

Un nceud p est terminal si : tous les éléments associés a ce nceud
sont dans une méme classe ou si aucun test n'a pu etre séléctionner

On choisit le test qui maximise :

n

Gain(p, test) = Entropie(p) - P xEnTropie(pJ-)

i1

On attribut la classe majoritaire a une feuille

Cet algorithme de construction est suivi d'une phase d'élagage de
I'arbre qui ne sera pas traitée dans le cadre de ce cours



Arbres de décision

Exercice sur les Arbres de Décision

Fonction ID3 (I,0O,T)
I ensemble des attributs d ’entrée
O attribut de sortie

T ensemble des individus d ’apprentissage

Si (T est wvide)

Renvoyer Erreur

Si (tous les individus de T appartiennent a la méme classe)

Renvoyer un nceud avec le label de la classe

Si (I est wvide)

Renvoyer un nceud avec le label le plus frégquent sur 1 ’'attribut de sortie de T

Calculer le gain d ’"information pour tous les attributs de I relativement a T

X est 1 ’"attribut avec le plus grand gain

{x_3 / j=1,2,..,m} sont les valeurs de X

{T_3 / j=1,2,..,m} sont les sous ensembles de T décomposé par rapport aux x_]J

Renvoyer un arbre avec X comme label du necud racine

et x 1, x_2, .., X_m comme labels des arcs allant aux arbres
ID3(I-{X},0,T_1), ID3(I-{X},0,T_2), .., ID3(I-{X},0,T_m)
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Exercice sur les Arbres de Décision

Ib3 ({M,A,R,E},{I},{1,2,3,4,5,6,7,8})

ie©) = —3loal 3= 2100 2 =
M ? E?
f% 0~Y \e*ie y/ \rw
moyen
(1,2) (2,1) (0,2) (3.2) 0,3)
Gainle,M )= Entropie(e )— 0,688
Gainle, E ) = Entropie(e )—0,607
A? R?
je/une/ O‘y \&9< v% le
moyen bourg
(1,0) (2,2) (0,3) (1,1) (1,2) (1,2)

Gain(e ,A)= Entropie(€)-0,5 Gainle, R)= Entropie(e)—0,938



Arbres de décision

Exercice sur les Arbres de Décision

b3 ({M,A,R,E}, {I},1{1,2,3,4,5,6,7,8})

A?

. /7

jeune é
moyen

ID3 ({M,R,E}, {I},{5}) ID3 ({M,R,E}, {I},{3,6,7})

ID3 ({M,R,E},{I},{1,2,4,8})
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Arbres de décision

Exercice sur les Arbres de Décision

Ib3 ({M,A,R,E},{I},{1,2,3,4,5,6,7,8})

A?

. /7

jeune é
moyen

ID3 ({M,R,E}, {I},{5}) ID3 ({M,R,E}, {I},{3,6,7})

ID3 ({M,R,E},{I},{1,2,4,8})

Oui Non
M R E I
1| moyen | village | oui oui
2| élevé | bourg | non || non
4 | faible | bourg | oui oui
8 | faible | village | non || non
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Arbres de décision

Exercice sur les Arbres de Décision

: 2. (2 2, (2
M ? R? E?
e e S
mayen bourg
(1,1) (1,0 (0,1) (1,1 (1,1) (0,0) (2,0) (0,2)

Il
p—

1 1) 1 1
Ent ell)=——1loe| — |[——log| —
n rople( ) > g(2j > g[Zj
. 1
Entropie(2)= _Ilog(_j __10g(_j =0
Entropie(3) = —%log(gJ —%bg(_j =0

Gainle, M )= Entropie(e)—- (% Entropie(1)+ i Entropie(2)+ i Entropie(3)j = Entropie(€)-0,5



Arbres de décision
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Exercice sur les Arbres de Décision

(1.1)

(2,2) Entropie(e): —%log(%j—%log(%J =1

e

M?
f%g‘y\eﬁ‘xé
moyen

(1.0)

(0.1)

R? E?
v% Ule O/U'/ \r%
bourg
(1,1) (1,1) (0,0) (2,0) 0,2)
Entropie(l :——log(%j % Gj:
Entropie(2 _——1og6j % sz

0 0
Entropie(3 =——10 — |——log| —
g g(OJ 0 U

Gain(e , R) = Entropie(e ) - (% Entropie(l) + % Entropie(Z) + % Entropie (3)} = Entropie(e ) -1



Arbres de décision

(1.1)

Exercice sur les Arbres de Décision

(2.2)

— |

M?
f%g‘y\eﬁ‘xé
moyen

(1.0)

(0.1)

v%
bo

(1.1)

R?

urg

(1.1)

Entropie(e ) = —%log(gj — g 10g(gJ =1

4) 4 4

\

ile

(0.0)

E?
9 =
(2,0 (0,2)

Entropie(l) = —%log[%j - % log(gj =0

Entropie(2) = —glog(gj —glog[%) =0

Gainle, E) = Entropie(e)— (% Entropie(1)+ % Entropie(Z)j = Entropie(e)—0
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Arbres de décision

Exercice sur les Arbres de Décision

b3 ({M,A,R,E}, {I},1{1,2,3,4,5,6,7,8})

A?

. /7

jeune é
moyen

ID3 ({M,R,E}, {I},{5}) ID3 ({M,R,E}, {I},{3,6,7})

ID3 ({M,R,E},{I},{1,2,4,8})

Oui Non
E?

ouj on

ID3 ({M,R}, {I},{1,4}) ID3 ({M,R}, {I},{2,8})



Arbres de décision

Exercice sur les Arbres de Décision

ID3 ({MIA/R’E}I{1}1{1721374’5’6,7’8})

A?

. /7

jeune é
moyen

ID3 ({M,R,E}, {I},{5}) ID3 ({M,R,E}, {I},{3,6,7})

ID3 ({M,R,E},{I},{1,2,4,8})

Oui Non
E?

ouj on

ID3 ({M,R}, {I},{1,4}) ID3 ({M,R},{I},{2,8})

Oui Non



Arbres de décision

e Arbre final

Exercice sur les Arbres de Décision

376/
mo

Oui

A?

\%
yen

Non

7w

Oui
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Arbres de décision

Exercice sur les Arbres de Décision

e Evaluer les performances

M A R E Ir || Ie
1| moyen | moyen | village | oui oui || oui
2 | élevé | moyen | bourg | non || non || hon
3 | faible dgé bourg | non || non || non
4 | faible | moyen | bourg | oui oui || oui
5| moyen | jeune | Vville oui oui || oui
6| élevé dgé ville oui || non || non
7 | moyen dgé ville oui || non || non
8 | faible | moyen | village | non || non || non
9 | moyen dgé | village | oui || oui || non
10| élevé | jeune | ville | non || oui || oui
11| faible dgé | village | non || non || non
12| moyen | moyen | bourg | oui non || oui
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Les Arbres de Décision

e Algorithme C4.5 (Quilan 1993) (initialement ID3)

Un noeud p est terminal si : tous les éléments associés a ce nceud
sont dans une méme classe ou si aucun test n'a pu etre séléctionner

On choisit le test qui maximise :
GainRatio(p, test) = Gain(p, test)/SplitInfo(p, test)
Gain(p, test) = Entropie(p) - Z:t_:lef.| X En’rropie(pj)
SplitInfo(p, test) = —ijl P'(j/p)xlog(P(j/p))
P’(j/p): proportion des éléments de p prenant la jéme valeur de test

On attribut la classe majoritaire a une feuille

Cet algorithme de construction est suivi d'une phase d'élagage de
I'arbre qui ne sera pas traitée dans le cadre de ce cours



Organisation du cours

Introduction
Les étapes du processus de KDD

La Classification
Le Clustering
Les arbres de décision

B Lo fogiqe floue

Les réseaux de neurones artificiels

Conclusion
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Logigue Floue 82

Introduction

Traiter plus efficacement, et/ou plus simplement des
probléemes que l'informatique classique peinait a résoudre :
Classification, Contréole de processus ...

Années 60 - Lofti Zadeh : Sous-ensembles Flous
Base formelle pour le traitement des

e Incertitudes

e Imprécisions

e Incomplétudes
Interface entre :

e l'information humérique (quantitatif)

o et l'information symbolique (qualitatif)

Années 70/80 - Raisonnement Flou - Logique Floue
Premieres applications industrielles



Logigue Floue

Introduction

o Imprécisions (vague, flou, général, ambigu)
Difficultés dans I'énoncé de la connaissance
"2000 a 3000 manifestants"
"a peu pres 1kg"
"environ Im80"

e Incertitudes
Doutes sur la validité d'une connaissance
"je crois que la voiture était blanche"

e Incomplétudes
Absences de connaissances ou connaissances partielles
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Objectif

Interface entre :
I'information numérique (quantitatif)
et l'information symbolique (qualitatif)

Domaine Domaine
Numérique Symbolique

Fuzzification

Valeurs —  D€SCription
numériques par des

précises " qualificatifs
imprécises e linguisti
ou imprecise Defuzzification Inguistiques




Logigue Floue

Concepts de base : Définitions

Un sous ensemble classique A de X est défini par une
fonction caractéristique X,

X, X—{0,1}

Un sous ensemble flou A de X est défini par une fonction
d'appartenance F,

F,: X—[01]

Notation :
A=Y Fa(x)/x siXestdénombrable

xeX

A= [Fa(x)/x siXestindénombrable
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Concepts de base : Fonction d'appartenance

Fa Sous-ensemble flou A

Fa: X —[01]

Degré
d'appartenance

X — Fa(x) -

Supportde A : supp(A) = {x e X/Fa(x) = 0}
Noyaude A : noy(A) = {x € X/Fa(x) =1}

Hauteur de A : h(A) = sup (Fa(x))

xe X

Cardinalité de A : |A|= > Fa(x)

xeX

a-coupede A @ Ax=1{xe X/Fa(x)>a}
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Concepts de base : Nombre flou

Définition : un nombre flou est un sous-ensemble flou dont la fonction
d'appartenance est normale et convexe.

e F, est une fonction d'appartenance convexe ssi :
V(x,y)e RxR, Vze|x,y| Fa(z)=min(Fa(x)Fa(y))
o F, est est une fonction d'appartenance normale ssi : h(A)=1

12

trapeze cloche triangle  gauss

=
Fa
=

0.4r

02r




Logigue Floue

Concepts de base : Norme Triangulaire

Une norme triangulaire (-norme) est une fonction
T:[0,11%x[0,1] - [0, 1] qui vérifie pour tous a, b, c et d de [0, 1]

e T(0,0)=0et T(1,1)=1 conditions aux limites
e T(a,1)=T(1,0)=a élément neutre

e T(a,b)=T(b,a) commutativite

e T(a,b) <T(c,d) si a<c et b<d monotonie

e T(a,T(b,c))=T(T(a,b),c) associativité

Exemple : T(a,b)=min(a,b)
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Concepts de base : Conorme Triangulaire

Une conorme triangulaire (t-conorme) est une fonction
S5:[0,11%x[0,1] - [0, 1] qui vérifie pour tous a, b, c et d de [0, 1]

e S(1,1)=1et S(0,0)=0 conditions aux limites
e 5(a,0)=5(0,a)=a élément neutre

e S(a,b)=5(b,a) commutativite

e S(a,b) <5(c,d) si a<c et b<d monotonie

e S(a,5(b,c))=5(5(a,b),c) associativité

Exemple : S(a,b)=max(a,b)
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Logigue Floue Concep*s de base .
Norme et Conorme Triangulaire

o Dualité
S(a,b)=1- T(1-qa, 1-b)
T(a,b) =1- 5(1-a, 1-b)

o Exemples
S(a,b) = max(a,b) T(a,b) = min(a,b)
S(a,b) = a+b-ab T(a,b) = ab

o Utilisation
Opérateur de conjonction N : T-norme

Opérateur de disjonction U:  T-conorme
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Concepts de base :

Norme et Conorme Triangulaire

e Principales t-normes et t-conormes duales

91

Nom T-norme T-conorme Négation
Zadeh min(x,y) max(x,y) 1—x
Probabiliste Xy X+Y—Xy 1-x
Lukasiewicz max(x +y —1,0) min(x +vy,1) 1—x
Hamacher Xy X+y—xy—(1-y)xy .

y>0 y+1-y)x+y-xy) 1-(1-y)xy
(XSiy:l (xsiy:O
Weber ysix=1 ysix=0 1-x
| O sinon | 1sinon
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Concepts de base : Opérations

e Soit A et B deux sous ensembles flous de X et x un élément de X

° éQG'ITé
A=BssiVxe X:Fa(x)=Fe(x)

e Inclusion
Bc Assivxe X:Fa(x)>Fg(x)

o Complément
A est défini Vxe X par:
Fa(x)=1-Fa(x)

/' \ — A={grands}
\ ---. B=z{environ 1m90}

\

1 \ .
_ > Taille
Im40 1Im50 1Im60 1Im70 1Im80 Im90 2m0O0 2ml0

— A={environ 1m80}
---- B={pas environ 1m80}

j i ] ] T T | | >T0i“€
Im40 1Im50 Im60 1Im70 1Im80 Im90 2m0O0 2ml0
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Concepts de base : Opérations

e Soit A et B deux sous ensembles flous de X et x un élément de X

e Intersection

e Union

C=ANB ssi Vxe X:Fc(x)=min(Fa(x),Fe(x))

Y, ----- A={environ 1m70}
, ................. B={environ 1m80}
; i ——— C={environ 1m70 et environ Im80}

| | } E | | -

I I I | I I I I - Tai”e
Im40 ImB50 1m60 1Im70 Im80 1m90 2mO0 2ml0

C=AUB ssi Vxe X:Fc(x)=max(Fa(x),Fz(x))

V """ A={environ Im70}
“ ................. B:{envir'on 1m80}
A —— C={environ 1m70 ou environ 1Im80}

] ] r': | | | -

] ] ! f i ! j ] > TGI”C
Im40 ImB50 1m60 1Im70 Im80 1m90 2mO0 2ml0
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Fuzzification - Variable Linguistique

Définition
e Soit une variable E définie sur un univers de discours X, et T

un ensemble de qualificatifs linguistiqgues ou ensemble des
termes, caractérisant la variable E

e Une variable linguistique est formée du triplet (E X,T¢)
Exemple : (Température, [0,40] {Froide, Moyenne, Chaude})

Fraide hoyenne Chaude

1

— —
o oa
T T

=
=
T

Degree of mermbership

0.2r

a 5 10 15 20 25 30 35 a0
Temperature



Logigue Floue

Systeme d'inférence floue (SIF)

o Petits rappels de logique classique

pllp NEIE
0|1 0|00
110 1101
NON ET

Modus ponens

SI P — ( vrai
et p vrai
alors q vrai

o1 || 0| 1
0|1 011
1)1 11101
Ou Implication

P—4q

Modus tollens
SI P — ( vrai
et q faux

alors p faux
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Systeme d'inférence floue (SIF)

e Un exemple

Fuzzyfication : Inférence :pefuzzyfication

floue
, : : Ouverture vanne
Temperature : : .
/ N : : —T—>eau froide
réelle _ / ,
Temperature (3 E shower E T r'eel le
E [mamdani) E
71 . E 3 rules E
Débit / \\ Ouverture vanne
V4 B = = ———
réel : : eau chaude
Debt 3) : : réelle

EauChaude (5]

n n
Syatem shower: 2 inputs, 2 outputs, 9 rules

Systeme d'inférence floue
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Systeme d'inférence floue (SIF)

T T T T
Froide Moyenne Chaude
L
0.8
-3
i
206
8
£
5
£
5
@
204
5
@
a
0.2
0
. . . . . .
0 5 10 15 20 25 30 35 40
Temperature
T T
Faible Eleve
11— )
0.8 y 4
L)
i3
06 4
2
£
s
£
5
Boal-
5
3
a
0.2
0
. . . I I I . I
0 2 4 6 8 10 12 14 18 20
Debit

Tempetature (3] zhowver
[mamdani)
9rules
Diethit (3]

System shower: 2 inputs, 2 outputs, 9 rules

EauFraide [5)

EauChaude (5]

=g
)

=
kS

Degree of membership

T T T
FermerRapide FermerLent
1+ /»\
/
o8 /o
/
'g // {
506 /
-
5 /
13
: /
S04k /
gl / \
/ \
// / \
0.2F
/
/
/
/
/
0

T
Stable

T T T
OuvrirLent  OuvrirRapide

0.3 0.4 05

EauFroide

T T

T
FermerRapide FermerLent

0.4

T
OuvrirLent

T
OuvrirRapide

0.5
EauChaude
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Systeme d'inférence floue (SIF)

Temperature£3) showrer - —
ALl e

[marmdani)

AN

Dehit (3) wude (5

98

e 1Si(Température est Froide) et (Débit est Faible) alors (EauFroide est OuvrirLent)(EauChaude est OuvrirRapide)

o 2 Si(Température est Froide) et (Débit est Moyen) alors (EauFroide est FermerLent)(EauChaude est OuvrirLent)

e 3 Si(Température est Froide) et (Débit est Eleve) alors (EauFroide est FermerRapide)(EauChaude est FermerLent)
e 4 Si(Température est Moyenne) et (Débit est Faible) alors (EauFroide est OuvrirLent)(EauChaude est OuvrirLent)
e 5 Si (Température est Moyenne) et (Débit est Moyen) alors (EauFroide est Stable)(EauChaude est Stable)

e 6 Si(Température est Moyenne) et (Débit est Eleve) alors (EauFroide est FermerLent)(EauChaude est FermerlLent)
e 7 Si(Température est Chaude) et (Débit est Faible) alors (EauFroide est OuvrirRapide)(EauChaude est OuvrirLent)
o 8 Si (Température est Chaude) et (Débit est Moyen) alors (EauFroide est OuvrirLent)(EauChaude est FermerlLent)

e 9 Si (Température est Chaude) et (Débit est Eleve) alors (EauFroide est FermerLent)(EauChaude est FermerRapide)
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e Principes

Temperature = 11

Fuzzyfication

40

ET

Debit = 9

. _____ &~ "

Fuzzyfication

mplication—

Systeme d'inférence floue (SIF)

EauFroide = 0416

AN

A

Agrégation

AN

#

0 1

Defuzzyfication

99

EauChaude = 0 666

AN

Agrégation

SLFRL P

" -

1] 1

Defuzzyfication
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SIF : Proposition Floue

e Une proposition floue s'exprime a partir d'une variable
linguistique (E,X,Tg) sous la forme "E est A", pour un terme de
T, ou en appliquant un modificateur linguistique sur un élément
de |'ensemble des termes.

e Exemples:
o "L'dge est adulte"

e "La température est tres froide"
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SIF : Regles Floues

o Les regles floues expriment un lien entre des propositions floues
élémentaires ou des conjonctions de propositions élémentaires :

Si E est A alors U est B
SiE'est A' ET E''est A'"' ET ... alors U est B
Exemples :

"Si  Température est Froide alors Vanne_Eau_Chaude est
Ouvrir_rapide"

"Si  Température est Chaude ET Débit est faible alors
Vanne_Eau_Chaude est Fermer_lent"
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e Opérateurs Logiques

SIF : Opérateurs logiques

Classiques Flous

ET T-norme

ou T-conorme

NON négation

\% inf

3 sup

Implication Implication floue
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SIF : Opérateurs d'implication

e Opérateurs d'implication floue

e Opérateur de Reichenbach I(a,b)=1-a+ab

e Opérateur de Willmott I(a,b) = max(1—a,min(a,b))

1 sia<b

e Opérateur de Rescher-Gaines I(a,b)= {O siasb

o Opérateur de Kleene-Dienes  I(q,b)=max(1-aq,b)
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SIF : Opérateurs d'implication

e Opérateurs d'implication floue

1 sia<b
e Opérateur de Brouwer-Godel I(a,b)= {b s'iz oh
, 1 sia=0
e Opérateur de Goguen —
P J I(a,b) {min(b/a,l) sia#0
e Opérateur de Lukasiewicz I(a,b) =min(l-a+b/a,l)
e Opérateur de Mamdani I(a,b) = min(a,b)

e Opérateur de Larsen I(a,b)=ab
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Logigue Floue N N P P o P
7 SIF : Modus Ponens Binaire et Généralisé

e Modus Ponens Binaire

prémissel Si E— U  vrai
prémisse2  Et E vrai

Conclusion Alors U vrai

e Modus Ponens Généralisé

Expressions linguistiques

Opérateurs

Regle floue
Proposition Floue

prémissel Si Eest A  Alors UestB
prémisse2  Or Eest A’
Conclusion  Donc Uest B’

Proposition Floue
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SIF : Modus Ponens Généralisé

Décomposition du Modus Ponens Généralisé

Regle Si Eest A Alors U estB
Univers X Y
Fonctions d'appartenance F.(x) Fa(y)
Observation E est A’

Univers X

Fonction d'appartenance F . (x)

Conclusion U est B'
Univers Y

Fonction d'appartenance Fe:(y)
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SIF : Modus Ponens Généralisé

Calcul de Fg.(Y)

Régle Floue
Calcul de la relation floue R décrivant le lien causal entre les valeurs
de E et celles de U, a |'aide d'un opérateur d'implication floue

Proposition floue
Pour |'observation E est A', on détermine la fonction

d'appartenance F,.(x)

Proposition floue
Pour tous lesy de Y  Fg(y) = sup , . x T(F4(X).R(X.y))

T est une t-norme appelée opérateur de modus ponens généralisé
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SIF : Modus Ponens Généralisé

e Choix de T opérateur de modus ponens généralisé

Le choix de T doit rendre le modus ponens généralisé
compatible avec le modus ponens ordinaire, c'est a dire que |'on
doit obtenir F,. identique a F, dés que F,. est identique a F, .

Les choix possibles sont :

Reichenbach, Willmott, Rescher-Gaines,
Lukasiewicz: T(u,v) = max(u+v—1,0) | Kleene-Dienes, Brouwer-Gédel, Goguen,
Lukasiewicz, Mamdani, Larsen

Rescher-Gaines, Brouwer-Gddel, Goguen,
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SIF : Modus Ponens Généralisé

o Exemple:

e Si la Température est Froide alors EauChaude est OuvrirRapide

e Or la Température est de 11 °C

e Donc EauChaude est ?
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" SIF : Modus Ponens Généralisé

Régle Floue

R : Si la Température est Froide  Alors EauChaude est OuvrirRapide
Si  EestA Alors Uest B

Univers [0°C, 40°C] [0,1]

Appartenance F A(x) Fa(y)

min{FA(X),FB(y)

eeeeeeeeeee

eeeeeeeeeeeeeeeeeeeeeeeeeeeeeeeeeeeeeeeeeeeeeeeee

Temperature °C EauChaude

aaaaaaaaa
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SIF : Modus Ponens Généralisé

Proposition floue : Or la Température est de 11 °C , F,.(x)

Fa:(y) =sup ,x [T(Fa(x).R(x.y))]

Choix de |'opérateur de modus ponens généralisé : Zadeh T=min(u,v)

Fa:(y) = sup ..y [min(F ,.(x).min(F ,(x), Fg(y)))]
= SUP 4o x [MIN(F 4 (x), F4(x), Fa(y))]
= min(sup ,_y [min(F 4(x), F,(x))], Fa(y))

Temperature = 11

F A (x)

EauChaude = 0.3149

Y

Fe:(y)

111



ion floue : Or la Température est de 11 °C, F,.(x

SIF : Modus Ponens Généralisé

aaaaaaaaa
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SIF : Modus Ponens Généralisé

o Exemple une régle avec plusieurs prémices :

e Si (Température est Froide) ET (Débit est Faible)
alors (EauChaude est OuvrirRapide)

e Or la Température est de 11 °C ET le débit est Im3/mn

e Donc EauChaude est ?
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SIF : Déduction floue

e Mécanisme de déduction

Temperature = 11 Dekit =1

EauChaude = 0.519

%r__J
ET=-MIN
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o Exemple : plusieurs regles avec plusieurs prémices

Temperature = 11

40

SIF : Déduction floue

Dehit = 7

20

Agrégation
MAX

EauChaud

115

e =0.731

VAN

AN

>

>
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SIF : Déduction floue

o Exemple : plusieurs régles avec plusieurs prémices

Debit
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SIF : Déduction floue

o Exemple : plusieurs regles avec plusieurs prémices et
plusieurs conclusions

Temperature = 11 Debit =9
EauFroide = 0416 EauChaude = 0 666

1 4&
: N a

AN
&
VAN
Al A
AN AN
/N
/\
/N
.

AP
D
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SIF : Déduction floue

o Exemple : plusieurs regles avec plusieurs prémices et
plusieurs conclusions
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SIF : Déduction floue

o Exemple : plusieurs regles avec plusieurs prémices et
plusieurs conclusions

08
07 <
§0_5 - :
04

03"

o2

Debit
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SIF : Defuzzification

0.8+
0Er
0.4 i
0.2r #

Cw 0
centroid
hi'se:cturi
0 . .

o mMom

|:| M L
-10 -8 B -4 S a 2 4 ]

e Centroid : barycentre de la surface

e Bisector : bissectrice de la surface

e Som smallest of maximum : plus petite valeur des maxima
e Mom mean of maximum : moyenne des maxima

e Lom largest of maximum : plus grande valeur des maxima
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SIF : types de modeéles classiques

o MODELE DE TYPE MADMANTI o MODELE DE TYPE SUGENO

Les regles sont du type : Les regles sont du type:

SIxest AetyestBalorszest C| SixestAetyestBalors z=f(x,y)
Sugeno d'ordre O : f(x,y)=k
Sugeno d'ordre 1: f(x,y)=p.x+q.y+r

Modélisation intuitive Efficacité de calcul
Adapté au raisonnement humain Bonne performance
Garantie continuité des sorties
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SIF : Obtention des regles

|$ Regles floues g
Expert @% $ STF

Ay
IEVE | regies floves | <A

—
®

Données
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Clustering flou

e Méthode de Clustering

IS Ghode : « Substractive clustering » (SO

e Méthode : « Fuzzy C-means » (FCM)

Identification
y> de SIF Z>
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Substractive clustering

Exemple : échantillon 300 individus, 3 caracteres

Clustering
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Substractive clustering

Potentiel le plus élevé
Détermine le premier centre

Potentiels

Potentiels d'un point:
fonction du nombre
de voisins et de leurs
distances

NO& ER

=
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Substractive clustering

Diminution des Potentiel le plus élevé
potentiels les plus

proches du centre
déterminé

Potentiels

Fonction
d'appartenance au
premier centre
déterminé

Sy,

‘\\\\ 3 :
ST :
SorSSoTeETT
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Substractive clustering

Diminution des
potentiels les plus
pr'OChes du centre Potentiels

déterminé o

60 ). e

Potentiel le plus élevé

Fonctions d'appartenance
aux centres
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Substractive clustering

Diminution des Potentiel le plus élevé
potentiels les plus
pr'OChes du centre Potentiels
déterminé -

60

40
o

20

)

Fonctions d'appartenance
aux centres

~n 0.5

=
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Substractive clustering

Diminution des

déterminé

potentiels les plus
proches du centre

Potentiel le plus élevé

40
o

20

-

Fonctions d'appartenance
aux centres

~n 0.5

=

Potentiels

129



130

Clustering flou
Substractive clustering

Logigue Floue

Résultat du clustering
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Substractive clustering

Fonctions d'appartenance
associées a chaque centre
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Substractive clustering

Pondération des fonctions d'appartenance
par les valeurs des sorties

/
B
s
3} =
o ‘
79
=5

/ s
i/ “ =
**:-‘2’ ‘ ‘ ““\‘“\\\ /// '
OO0

V4 e
S

i
!
i
|
(
y

B
e
O S A
S

132
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Substractive clustering

Identification du SIF Final




Lagiue Foe Clustering flou : 134
Substractive clustering

e Format des données j:> Identification Z:>
de SIF

n points m entrées/sorties  p entrées m-p sorties

z) - z) - |z,
x] . %] .. %] z Z Z, |
X{ .. X} .X yi .. Y Loy
Y

X= 1 J n |~ = 1 J n
X X X M Y Yo Yo
4 z{ 4

| X, x) Xp
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Substractive clustering

e Algorithme de clustering 7
1) k=0 A
N e
, ;e o -2
2)  kekel Ly

Choisir le point avec le P; le plus grand
Ce point devient un centre :

Coordonnées: x,, et de potentiel: P’

3)  Modifier lesP;:
*  — xi—x,f2 4
p:p_pke/” "B:r'—z

b
4)  Répéter 2 et 3 jusqua: B <eP’
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Substractive clustering

o Identification du modele mathématique

,Ll_ c :hombre de clusters

136
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Substractive clustering

e Identification du SIF

e A chaque centre X, est associé une regle floue

Syl est Af et ys est A et ...alors zF est Bf et z5 est BY et ..

e Pour la kéme régle associée a X,

Les A“ sont des fonctions d'appartenance exponetielle A¥(q) = o Y

les B sont des singletons B* =z
| 9 | |
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Substractive clustering

e Un exemple d'application : prévision de série chronologique

Premiére étape : pré traitement des données

2(t+10)

2(t-10) 0 0

2(t)
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Clustering flou :
Substractive clustering

Deuxieme étape : Clustering

0.8

: : L
5 PO

0.2

0.3 0.4 05 0.6 07 0.8 0.9
zit)

139
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Substractive clustering

Deuxieme étape : Clustering

N N .
: : . :
: . :
: : A
T :

0 . m‘i‘ - | I i | i I
0] 0.1 0.2 03 0.4 0.5 0.6 0.7 0.8 09 1
z(t)
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Clustering flou

Substractive clustering

Troisieme étape : Modélisation

08

: e : A
N N +
N N N + N
g + e .
.

0 0.1 0.2 0.3 0.4 0.5 0.6
z(t)

0.7

0.8

0.9

141
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Substractive clustering

Troisieme étape : Modélisation

: . :
g g +
: B .
: + :
: 8 » . .
: : B . B

0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 1
z(t)

142
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Clustering flou
Substractive clustering

Logigue Floue

Résultats

Réel

Prévu

250

200

150

100

50
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Substractive clustering

Quatrieme étape : identification du SIF

Faible Moyen Elevé

1

09

081

07 F i -

06

Z(t+10)

05
045
03l
02f

01k

el i i i | i i
0 0.1 0.2 03 0.4 05 0.6 0.7 0.8 09 1
2(t)
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Substractive clustering

o Algorithme efficace et peu complexe mais :
o Les parametres {r e} sont difficiles a estimer
o Les clusters sont tous de la méme forme

e Les clusters sont tous de la méme taille
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Clustering flou

e Méthode de Clustering

e Méthode : « Substractive clustering » (SC)

IERe  « Pz s » )

Identification
y> de SIF Z>
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Fuzzy C-means

e Algorithme inspiré du k-means
e On considere |'espace de n points de dimension p suivant :

) CEETED N 'L

1 J P

X |1 Xi X

IV R R
X, | X X, X!

1 J P

Xn xn Xn xn

e On suppose que les n points peuvent €tre groupés en c clusters c < n

e Les clusters sont déterminés par leurs centres

Vo=Vt V2....vi,.. v, 1<i<c



Logigue Floue

Clustering flou :
Fuzzy C-means

e On considere la matrice de proximité suivante :

ucl

LIck

u

cn

,aveck=1,.. neti=1,..,c

u, représente le degré d'appartenance du point X, au centre V,

C

2.

=

C

2.

=

|
|

2

-1

d"“JM
dJ.k

_ 2
X, - vj
X -V

-1

,d, représente la distance entre Vet X,

,sion choisit la distance euclidienne
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Logigue Floue CIUSTer‘ing fIOU :
Fuzzy C-means

e Algorithme :

1) Initialiser la position des centres : V, = [v},v2,...,v},..,.vP]1<i<c

=0, initialiser la matrice : UV

2) Calculer la position des centres V = * 1<i<c

3) Calculer la matrice : y*+b

4) Si HU('”) —U(')H <& Arréter l'algorithme

Sinon |=1+1 et retourner en 2)
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Fuzzy C-means

o Exemple :

4 2-D Fuzzy C-Means Clustering 8] ]
File Edit Tools “Window Help

Data Set 2

3 Clusters

" Label Data

Clear Traj.

MF Plat
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Fuzzy C-means

e Algorithme simple mais :

o L'initialisation des positions des centres conditionne Ia

convergence et le résultat final

e Le résultat dépend de la métrique utilisée pour calculer la

distance

e Le nombre de clusters c doit etre fixé a priori
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Applications de la logique floue

o Systémes experts

e Modélisation de processus non-linéaires

e Controle/Commande de processus

e Classification

e Prévision de séries chronologiques
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Conclusion sur la logique floue

o Avantages

o Expression des connaissances sous forme de regles

o Un modele analytique n'est pas nécessaire

e Inconvénients

o Difficulté d'obtention des regles

e Risque d'explosion combinatoire
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Organisation du cours

Introduction
Les étapes du processus de KDD

La Classification
Le Clustering
Les arbres de décision
La logique floue

I s réseaux de neurones artificiels

Conclusion
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Organisation du cours

Introduction
Les bases du KDD et du DM

Les bases de 'analyse des données
L'analyse factorielle
La Classification
Le Clustering
Les regles d'association
Les arbres de décision
La logique floue

Conclusion
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neurones artificiels

e Concepts de base :
e Imiter la structure et le fonctionnement du cerveau humain
e Trois des caractéristiques fondamentales du cerveau :
e La connaissance est distribuée sur plusieurs neurones
e Les neurones peuvent communiquer avec leurs voisinages
e Le cerveau est adaptatif

e La terminologie utilisée pour les réseaux de neurones artificiels
est issue de ces caractéristiques :

e Structure d'un neurone
e Topologie d'un réseau

e Régle d'adaptation ou d'apprentissage



Les réseaux de neurones artificiels

Les réseaux
de neurones artificiels

e Principe général

Entrées

Sorties Cibles

Sorties

=)

Réseau de
heurones

du réseau

—

Comparaison

R

Ajustement
des parametres
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Les réseaux de neurones artificiels Les r‘ése aux 158
de neurones artificiels

e Structure d'un réseau multi-couches feedforward

A 4

P Z
P2 |

[
.
-
—

|

N

N
—h
1
—h

A 4

\ 4
v

-+

& 2 2, 2,
. | .

Entrées 1ére couche de neurones 2eme couche de neurones 3éme couche de neurones

Couches cachées Couche de sortie



Les réseaux de neurones artificiels Les r‘ése aux 159
de neurones artificiels

e Structure et fonctionnement d'un neurone

D R : nombre d'entrées
& P

Z n, f 9, b P>
Pe g Fe.

Entrées @ Sortie a= f(Wp + b)



Les réseaux de neurones artificiels Les r‘ése aux 160
de neurones artificiels

e Fonctions d'activation classiques :

i Fl/ }
» N » N » N

Hard limit Linéaire Log-Sigmoid
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de neurones artificiels

e Notation

Entrées = Sortie a= f(Wp -+ b)



Les réseaux de neurones artificiels Les r‘ése aux 162
de neurones artificiels

e Structure d'une couche de neurones

w n a
P Ly f ——
P libl Wip Wi Wir
n, a; W1 W, W, R
Xt ws
1le We, W w
p nS de | 7S 1 S,2 SR |
* T Wep > > f >
:
Entrées 1 couche de neurones

R : nombre d'entrées
S: nombre de neurones



Les réseaux de neurones artificiels

e Fonctionnement de la premiére couche

Rx1

\ 4

Entrées

\ 4

Les réseaux
de neurones artificiels

Stx1

Premiéere couche de neurone

Stx1

\ 4

= f'(TW"p +b')
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Les réseaux de neurones artificiels Les r‘ése aux 164
de neurones artificiels

e Fonctionnement d'une couche ¢

a R c.c-1
Stx1 = . .
o Xsc_l : . af = fC (Lwc,c— ac +bc)
1 > S¢x1

Scxl1

Entrées #c couche de neurone



Les réseaux de neurones artificiels Les r‘ése aux 165
de neurones artificiels

e Fonctionnement d'un réseau multi-couches feedforward

—bp Twi!
Rx1 ol 1 o
1 » g 21
SXR SIX]_ f SIXf > LW , ,
o Sl LI e
S 5 S x1 5% x e Ll e
S'x1 ! > S S'xs* S3><1 £ S3x1
5%x1 1—» BB s
a' = f {IW"p+b') Sx

a® = f?(LW?'a' +b?)
a® = £} (LW32a® +b°)

y =a® = P IW3F2 (LW (TW ' p + b! )+ b? )+ b?)



Les réseaux de neurones artificiels Les r‘ése aux 166
de neurones artificiels

e Algorithme d'apprentissage : « Backpropagation »
e Principes
o Appliquer un vecteur d'entrée
e Calculer la sortie

e Modifier les poids des neurones pour minimiser l'erreur en
partant des neurones de sortie (Backpropagation)

1 2
E ZEZ(Yi _Oi)

i
y, : sorties cibles
o. : sorties calculées



Les réseaux de neurones artificiels Les r‘ése aux 167
de neurones artificiels

e Algorithme d'apprentissage : « Backpropagation »

W;; =W + ij,i
AW, =-ad; 0, ( f'(ej )>< (TJ. — S, )sil'uni’ré jestune unité de sortie

. S =
a :learningrate "3 | f (e\.| ) (Z 5ka,3] sil'unité jestune unité cachée
>

jrindice del'unité courante

itindice de|'unité précédente de javecun poidsw;; deia |

k:indice del’unité suivante de javecunpoidsw, ; de jak

s; :sortie del'unite |

e, ‘entrée del'unité j @si Wi &3 Wi Gy

o, :erreur del’unité |

o : facteur d' apprentissage
t; :valeur cible de I'unité de sortie |



Les réseaux de neurones artificiels Les r‘ése aux 168
de neurones artificiels

e Algorithme d'apprentissage « Backpropagation » : exemple

Aw, , = Q0,s, AWg 4 = 0008,

€; =54W; 4 €g = S4Wg 4

o, % =f'(e,)x(t, -s,) 8 =f(eg)x(t; —5;)

Og

€4 =SiWyy TSWy, +S3Wy 5
!
o, =f (64)X(57W7,4 + 58W8,4)



Les réseaux de neurones artificiels Les r‘ése aux 169
de neurones artificiels

e Un exemple d'apprentissage sur la base des iris

2.5
2r _
= -
T —— Training
3150 —— Validation |
= —— Test
L
=0
g
®
G
o
=3
g 4L |
5
L
L
051 _
0 ! |
0 5 10 15

Epoch



Les réseaux de neurones artificiels Applications des r‘éseaux 170
de neurones artificiels

e Reconnaissance de formes

e Modélisation de processus non-linéaires

e Controle/Commande de processus

e Classification

e Prévision de séries chronologiques
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de neurones artificiels

o Avantages
e Approximateur universel
e Modele non-linéaire

e Champ d'application étendu

e Inconvénients
e Difficultés de mise en ceuvre
e Probléme de convergence

o Approche boite noire
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Une méthode hybride : ANFIS

e ANFIS : « Adaptive-Network-Based Fuzzy Inference System »

e Combinaison des approches logique floue et réseaux de
neurones

e L'objectif est d'optimiser un ensemble de régles floues par
apprentissage

o L'idée principale est de considérer un FIS comme un réseau de
neurones spécialisé et dappliquer des regles classiques
d'apprentissage
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Une méthode hybride : ANFIS

e Un exemple simple : FIS de type SUGENO avec 2 régles
Ay B,

W, f1=pix+qy+ry
wif+w,f,
W+W,

W2 f2=paX+qoy+r;

Réseau ANFIS

Couche  Couche Couche Couche Couche  Couche 1: application de la fonction d'appartenance

1 2 3 4 5 Couche 2 : Application du ET flou (multiplication)
Xy Couche 3 : Moyenne des sortie du ET
l l Couche 4 : Calcul de la conclusion de chaque régle (type SUGENO)

Couche 5 : Agrégation des regles

W+W,

w,
\ wf+w,
w, f,

Par une méthode dappren‘rnssage les par‘ame‘rres W1, Wz, P1, P2, q1.
g,, ', r, peuvent tre modifiés pour s'adapter a un jeu de données

X —P
~ — P
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Une méthode hybride : ANFIS

e Un exemple : classification des iris

+ Anfis Editor: inis
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Une méthode hybride : ANFIS

e Un exemple : classification des iris

X

LSepale (2)

ISepale (2)
{sugeno) f(u)
X 16 rules
LPetale (2) Classe (16)

X

IPetale (2)

System iris: 4 inputs, 1 outputs, 16 rules
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Les réseaux de neurones artificiels

e Un exemple : classification des iris

Degree of membership

Degree of membership

in:’ mf1 in1Mmf2

—
o)

=
L)}

=
I

=
(N}

<

LSepale

in?ﬂnﬂ in3Mmf2

-
o)

=
L)}

=
I

=
(N}

<

LPetale

Degree of membership

Degree of membership

Une méthode hybride : ANFIS

in%ﬂnﬂ in2mf2

-
(o)

=
@

o
.

=
(N}

L

2 25 3 3.5 4
ISepale

iné}ﬂnﬂ in4mf2

-
(o)

=
@

o
=~

=
(N}

L

0.5 1 1.5 2 25
IPetale
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Une méthode hybride : ANFIS

e Un exemple : classification des iris

+ Anfis Editor: inis
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Une méthode hybride : ANFIS

e Un exemple : classification des iris

+ Anfis Editor: inis
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e Un exemple : classification des iris

inq mf1 ' ' ' in1rhf2

Degree of membership

<

Degree of membership
-5

<

—
o)

=
L)}

=
I

=
(N}

-
o)

=
L)}

=
I

=
(N}

LSepale

mfl ' ' ' " in3Mf2

LPetale

ingfft ' ' in2mf2

Degree of membership

L

-
(o)

=
@

o
.

=
(N}

Une méthode hybride : ANFIS

2 25 3 3.5 4

,f'r

Degree of membership

L

-
(o)

=
@

o
=~

=
(N}

ISepale

dmf1 ' ' ' indmf2

0.5 1 1.5 2 25
IPetale
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es réseaux de neurones artificiels P o
L Une methode hybride : ANFIS

e Un exemple : classification des iris

Classe

6

IPetale = . LSepale

s .

, _
ISepale 2 > LSepale LPetale LSepale

Classe

"6

357
IPetale =

- 4
2 |Petale

3

LPetale 2 2 ISepale

IPetale 0.5 2 ISepale
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eNotes de cours
eFrangois Denis, Rémi Gilleron Apprentissage a partir d'exemples

eR. Gilleron, M. Tommasi - Découverte de connaissances a partir de données



